
CLB



Die Frage der Überschrift lässt sich einfach beantworten: 
Keins. Babies haben kein Wissen, können aber denken, d.h. 
Umwelteindrücke verarbeiten, darauf reagieren. Es liegt eben 
schon eine „Grundverdrahtung“ der Neuronenschaltkreise 
im Gehirn vor, die Denkvorgänge ermöglicht. Es gilt also, die 
Eingangsfrage anders zu stellen: Wieviel Wissen ist nötig, um 
schnell denken zu können?

Die Evolution hat uns Menschen mit der Entwicklung des Be-
wusstseins einen Vorteil geschaffen. Zwar werden Entschei-
dungen im Gehirn getroffen, ehe sie uns bewusst werden. 
Das ist besonders hilfreich, wenn es lebensnotwendige Ent-
scheidungen sind. Die trifft das Mittelhirn in Sekunden-
bruchteilen; man nennt es auch gerne Reptiliengehirn – oder 
neudeutsch „Croc Brain“, weil es sich schon in der frühen 
evolutionären Phase der Reptilienentstehung ausbildete. Zu 
entscheiden war nur: Ist es gefährlich – dann weglaufen, oder 
kann ich es fressen? 

Entscheidende Rückkopplungen: Viele Einzeleindrücke 
und -entscheidungen jedoch formt das Gehirn mit Hilfe des 
Bewusstseins zu Modellen und Szenarien künftiger Entwick-
lungen, die helfen, in einer komplexen Umwelt besonders 
vorteilhaft handeln zu können. Auf diese Weise gibt es durch 
Lernverhalten wiederum Rückkopplungen auf das Gehirn 
und seine neuronale Verschaltung, die dann bei unbewussten 
Entscheidungen zu neuen Lösungen führen können. Diese 

zusätzliche Rückkopplung rettet zwar den freien Willen 
nicht, da sie ja auch mittels molekularer und elektrischer, 
also deterministischer oder quantenmechanischer Mechanis-
men abläuft. Aber es vergrößert die Komplexität des Gesamt-
prozesses derart, dass durchaus ein subjektives Gefühl von 
freiem Willen entsteht.

Nun ist unsere Umwelt wirklich komplex. Wir werden heut-
zutage von Informationen überflutet, und nicht nur das: Etli-
che davon sind Falschinformationen, Fake News. Um sich da 
noch zurecht zu finden, geht man auf die Schule, die Univer-
sität – und lernt eine Menge Wissen, egal ob Gesetzte und 
Urteile für Juristen, Eigenschaften von Chemikalien und Re-
aktionswege für Biologen und Chemiker, oder auch Sprachen 
einschließlich Programmiersprachen. Bislang musste ein 
Grundstock derartigen Wissens vorhanden sein, um im Beruf 
schnell Entscheidungen treffen zu können, Pläne zu machen. 

Schon früh habe ich jedoch gefühlt: Das braucht alles im De-
tail und dauerhaft nicht präsent zu sein, Latein etwas sieben 
Jahre in der Schule sind Zeitverschwendung, eine Gedichtin-
terpretation nach der anderen ist unnötig. Vielfach haben 
sich Interessensvertreter – und Liebhaber – bestimmter Fach-
richtungen in den Lehrplänen durchgesetzt und dies und je-
nes als unverzichtbar markiert. In Wirklichkeit handelt es 
sich um Lehrinhalte aber um alte Zöpfe, die abgeschnitten 
gehören. Gefördert in der Schule wurden bislang vorwiegend 
Schüler, die sich viel für lange Zeit merken konnten. Dieses 
Denken ist tief verankert in der Gesellschaft, auch durch 
rechtliche Rahmen. Ein Arzt hätte die Differentialdiagnose 
wissen müssen, statt jemanden falsch zu behandeln; schließ-
lich hat er sie mal gelernt. Gerade lese ich wieder von Bestre-
bungen für eine neunjährige Gymnasialzeit – eine 
irreführende Idee. Gelernt wird von den Schülern meist Sai-
sonwissen: Was man gerade für die nächste Klausur benötigt. 
Dann kann man es vergessen…

Eine Utopie für die Ausbildung: In Zukunft gilt es, die Aus-
bildung von Grund auf anders und ganzheitlich auszurichten. 
Das beginnt mit der Frage: Wozu lernen? Allgemein sicher: 
Um mit anderen Menschen – auch global gesehen – gut aus-
zukommen, und um immer wieder Nieschen zu finden, einen 
Verdienst zu erwirtschaften.

Die Ausbildung sollte zunächst mal eine bessere Kommunika-
tion ermöglichen. Dazu gehört nicht nur Sprechen, sondern 
– wie gewohnt – auch Schreiben, Lesen und auch Rechnen, 
um etwa Vergleiche ziehen zu können. Das ist also sicherlich 
Grundwissen, was für eine erweiterte Denkfähigkeit gelernt 
werden muss. Dann werden sich aber schnell individuelle 
Unterschiede bei den Kindern zeigen – und einen neuen An-
satz fordern: Individuelle Ausbildung. Klassen mit 20, 30 
Schülern müssen der Vergangenheit angehören. Optimal 
sähe ich ein Verhältnis von einem Lehrer auf fünf Schüler. Es 
gilt, sie psychologisch zu betreuen und ihre nicht Fakten-ge-
bundenen Fähigkeiten zu erkennen und zu fördern, heutzu-
tage Softskills genannt. 



Wer ist introvertiert, wer extrovertiert? Wer kann gut kom-
munizieren, wer gut rechnen? Wer kann gut mit ungenauen 
Fakten umgehen, wer benötigt exakte Analysen? Wer kann 
gut überzeugen, gut führen, wer macht lieber Detailarbeit? 
Wer neigt zu Aggressivität, wer ist ängstlich? Wer ist körper-
lich aktiv, wer eher ruhig? Wer will managen, wer mag sach-
bezogen arbeiten? Wer ist besonders kreativ, will 
ausgetretene Pfade verlassen? Wer ist besonders menschen-
bezogen, wer technikinteressiert? Wer ist flexibel, wer hält 
lieber an Bekanntem fest? All das – und mehr – können 
gleichzeitig Schwächen und Stärken sein, und letztgenannte 
gilt es, herauszubilden. 

Dazu müssen dann die Angebote kommen, sich über Fakten 
weiterzubilden, und zwar motivierend. D. h. Angebote für 
Projektarbeiten sind erheblich auszuweiten, zu Einzelarbei-
ten, aber auch zu Teamarbeiten. Dazu sollten viel mehr als 
bislang Möglichkeiten des Erschnupperns der Berufswelt ge-
geben werden, nicht nur eine BOGY-Woche (Berufsorientie-
rung an Gymnasien) in der ganzen Schulzeit.

Ganz wichtig jedoch: Die Beurteilungsfähigkeiten, die jun-
gen Menschen vermittelt werden, sollten auf Logik und wis-
senschaftliches Arbeiten beruhen. Ausbildung in 
Mathematik und Physik ist grundlegend, Religion muss fort-
fallen – Ethik-Unterricht ist für gesellschaftlichen Zusam-
menhalt geeigneter. Es soll nicht geglaubt werden, sondern 
es gilt, zu beobachten, aus den Beobachtungen Theorien zu 
erstellen, diese durch Experimente zu verifizieren – und ggf. 
abzuwandeln. Das ist die wissenschaftliche Methodik. Der 
Quatsch von Homöopathie muss genauso verschwinden wie 
der Glaube an Engel. Das soll nicht heißen, dass man – wie 
die Vulkanier ;-) nur auf Logik aufbauen und Emotionen un-
terdrücken soll – wir sind alle Menschen. Da folgt man auch 
mal seinem Bauchgefühl. Bei sehr ungenauen, unsicheren 
Ausgangslagen ist dies für manche Entscheidung unaus-
weichlich. Aber dies sollte auch überprüft, rückreflektiert 
werden. Es gilt, Risiken nach realer Gefährdungslage abzu-
wägen.

Schließlich wird auch die künftige Ausbildung nicht auf Be-
urteilungen verzichten können. Das sollten jedoch keine 
Prüfungen sein, auf die man sich wochenlang vorbereitet, 
viel Wissen in sich reinhämmert, Angstzustände bekommt – 
um am Ende fast alles wieder zu vergessen. Vielmehr ist eine 
kontinuierliche Beurteilung gefragt, die nicht das Ziel eines 
Bestehens oder Nicht-Bestehens hat, sondern das Ziel, die 
Weichen für weitere Ausbildungen zu stellen, neue bzw. al-
ternative Wege aufzuzeigen. 

Ansätze für derartige Reformen sind gegenüber meiner 
Schulzeit früher durchaus zu finden, aber zögerlich, mit star-
ken hemmenden Mechanismen, die sich oftmals unter dem 
Deckmantel von Tradition verstecken; Kinder versohlen war 
auch mal eine Tradition...

Der Weckruf der KI-Sprachmodelle: ChatGPT ist ein 
Weckruf, wie es zuvor keinen gegeben hat, um Ausbildun-
gen zu reformieren. Deshalb habe ich die interessanten Bei-

träge von Volker Wiskamp zusammen in diese Ausgabe ge-
setzt. Sie sind ein Zeugnis dafür, wie rasend schnell die In-
formationstechnik sich gerade entwickelt. Auch diese CLB 
hat dafür Beispiele. So sind sowohl das Titelbild wie auch der 
Cartoon auf Seite 225 mit Hilfe von Systemen mit künstli-
cher Intelligenz generiert worden. Trotzdem steht da mein 
Name drunter: Die Idee und das Konzept stammen von mir 
– die „Prompts“, Anweisungen, die ich der KI gab, das Aus-
suchen ihrer Vorschläge, das Zusammenstellen von Einzelbil-
dern – der Cartoon besteht aus fünf Teilen, die auch zum 
Teil verbessert wurden, die Sprechblasen… Ohne diesen 
kreativen Input wäre die KI aufgeschmissen gewesen. Von 
daher sollten die neuen Möglichkeiten von ChatGPT, Dall-e 
und Co. als Werkzeuge genutzt werden, um Ausbildungen 
zu verbessern, kreativer zu machen, Arbeitsvorgänge von 
Routine zu entlasten. 

Es gilt, die Grenzen der KI zu lernen, ihren Unsinn zu entlar-
ven – genauso wie den von Menschen verbreiteten. Dazu 
benötigt es eben Logik und wissenschaftliches Denken. Ver-
bote von KI-Nutzung  sind so kontraproduktiv wie das Verbot 
von Taschenrechnern in Schulen. 

KI ohne Grenzen: Zudem geht die Entwicklung der KI-Sys-
teme mit Riesenschritten voran. Zu GPT-4, das neueste 
Sprachmodell, das Volker Wiskamp in seinem zweiten Arti-
kel untersucht, meint der deutsche IT-Spezialist Helmut Lin-
de „Nach der Lektüre der zahlreichen Fallbeispiele ((aus 
einem Fachartikel vom 22.3.2023)) fällt es schwer, die Posi-
tion aufrechtzuerhalten, dass die Entwicklung einer allge-
meinen künstlichen Intelligenz noch viele Jahrzehnte 
entfernt liegen oder sogar technisch grundsätzlich unmög-
lich sein könne.“ (s. S. 246) Sehr bemerkenswert: Die Auto-
ren des Fachartikels räumen ein, dass niemand wirklich 
versteht, warum diese Modelle so gut funktionieren. Viele 
Fähigkeiten seien emergente Eigenschaften. Was große KI-
Modelle unerwartet können ist etwa das Lernen mit nur we-
nigen Beispielen (Few-Shot-Learning). Kommt einem das 
nicht bekannt vor? Noch mehr Rückkopplungsschleifen, 
wichtige Elemente komplexer neuronaler Systeme – wie 
jetzt schon als Verbesserung von GPT-4 angedacht: Auf wel-
cher Stufe des (Un-)Bewussten steht man dann?

Der Stifterverband stellte gerade eine „Beschleunigungsfor-
mel für Deutschland“ vor, die gekürzt in der Rubrik „Errei-
chen und Erhalten“ zu finden ist. Roadmaps, Katalysatoren, 
Orchestrierung der systemischen Zusammenarbeit seien die 
drei Erfolgsbausteine für einen neuen Beschleunigungsan-
satz. Katalysatoren sind dabei Initiatoren und Beschleuniger 
von Veränderungen, zum Beispiel als Schlüsseltechnologien 
oder administrative Rahmenbedingungen. Orchestrierung 
meint: Eine Balance finden aus Koordination und Wirkungs-
messung sowie Freiräumen für Kreativität schaffen. All dies 
gilt genauso und zuallererst für Ausbildungen. Dann können 
die KI-Sprachmodelle und -Geschöpfe kommen – die hof-
fentlich mit dem Gender-Hype sachlich umgehen (siehe Arti-
kel auf S. 291), 
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Maßgeblich für die Funktion von ChatGPT sind 
künstliche neuronale Netze, über die in der CLB 
wiederholt berichtet wurde, so in [1, 2, 3]. Speku-
lationen über die Leistungsfähigkeit von künstli-
chen neuronalen Netzen (KNN; auch ANN für 
Artificial Neural Nets) nährten eine Zeit lang ihre 
Mystifizierung. 

Tatsächlich liegen die Anfänge ihrer Erforschung 
in einer Zeit, die durch Technik-Euphorie gekenn-
zeichnet war. Einen ersten Schritt dazu machten 
1943 die US-Mathematiker Warren McCulloch 
(1898-1969) und Walter Pitts (1923-1969): Sie 
schufen ein „Neuron“ als logisches Schwellwert-
Element mit mehreren Eingängen und einem einzi-
gen Ausgang (Abbildung 1). Ihr einfaches Neuro-
nenmodell konnte sowohl Und-, Oder- als auch 
Nicht-Gatter simulieren. Es gab die logischen Wer-

te true oder false aus, 1 oder 0, schaltete Strom 
oder nicht, wenn die Summe der Eingangssignale 
einen Schwellenwert überschritt [4]. Dies ent-
sprach der neurobiologischen Analogie eines Akti-
onspotentials, das eine Nervenzelle bei einer 
kritischen Änderung ihres Membranpotentials aus-
sendet.

1949 formulierte dann Donald Hebb (1904-
1985), ein kanadischer Physiologe, die 1. Lernre-
gel: Gleichzeitig aktive Neuronen verstärken Ver-
bindungen; im Englischen gibt es dafür den 
eingängigen Merksatz: „What fires together wires 
together“ [5]. Detaillierter ausgedrückt: Wenn eine 
Nervenzelle A eine Nervenzelle B dauerhaft und 
wiederholt erregt, wird die Synapse dadurch so ver-
ändert, dass die Signalübertragung effizienter wird. 
Dadurch erhöht sich das Membranpotential im 
Empfänger-Neuron.

Ganz im Sinne der intelligenten Leistung, Mus-
ter zu erkennen und diese weiterzuentwickeln, 
liegt es natürlich nahe, sich das anzuschauen, was 
durch die Natur bereits erfunden wurde, will man 
intelligente Systeme entwickeln. 

Nach und nach entwickelte man Vorstellungen, 
wie das große neuronale Netz, was wir als Gehirn 
kennen, lernen kann. Lernen ist ein Grundpfeiler 
der Intelligenz. Es ermöglicht, sich den Gegeben-
heiten des Lebens und der Umwelt anzupassen, 
darin im Sinne einer Lebenserhaltung oder -verbes-
serung zu handeln und die Umwelt dementspre-
chend gegebenenfalls im eigenen Interesse zu 
verändern. Bei dem Nachempfinden intelligenter 



Systeme steht daher die Entwicklung eines effizien-
ten maschinellen Lernens an erster Stelle. Wichtige 
Mechanismen des Lernens sind
• das Entwickeln neuer bzw. das Löschen beste-

hender Verbindungen;
• das Ändern der Stärke der Verbindungen zwi-

schen den Neuronen, der
synaptischen Gewichte
• das Anpassen der Schwellenwerte der Neuronen 

(wann leitet es Impul-
se weiter);
• grundlegend natürlich das Hinzufügen oder Lö-

schen von Neuronen.

Was soll damit erreicht werden? Etymologisch ist 
das Wort „lernen“ u. a. mit den Wörtern „lehren“ 
und „List“ verwandt. Es gehört zur Wortgruppe von 
„leisten“, das ursprünglich „einer Spur nachgehen, 
nachspüren, schnüffeln“ bedeutet. Im Gotischen 
heißt lais „ich weiß“, bzw. genauer „ich habe nach-
gespürt“ und laists für „Spur“. Die indogermani-
sche Wurzel „lais-“ bedeutet „Spur, Bahn, Furche“. 
Schon von der Herkunft her hat Lernen also etwas 
mit Spuren hinterlassen, aber auch mit nachspüren 
zu tun.

Das zeigt sich dann auch strukturell im Gehirn. 
Lernen entsteht in Neuronetzen durch die Bildung 
oder Verstärkung von Verbindungen bei gleichzeiti-
ger Aktivität zweier Neuronen (oder Gruppen von 
Neuronen). Werden diese Verbindungen nicht ge-
nutzt, bilden sie sich auch wieder zurück. Beides 
spiegelt die neuronale Plastizität wieder. Das ist ein 
Mechanismus, der eine Lösung des Konflikts zwi-
schen Stabilität und Plastizität von solchen Netz-
werken ermöglichen soll: Sie sollen gelernte 
Muster behalten, trotzdem Neues leicht lernen 
und damit die alte Information nicht überschrei-
ben. In den Details ist biologisches Lernen aller-
dings noch nicht vollständig aufgeklärt. 
Insbesondere geht es darum, die vielfältigen Rück-
kopplungsschleifen im Gehirn zu untersuchen, die 
die selbstständigen Lernmechanismen ermögli-
chen. 

Unmittelbar mit Lernen verbunden ist der Begriff 
der Intelligenz. Als Intelligenz (die direkte Überset-
zung des lateinischen Begriffs bedeutet ungefähr 
„dazwischen lesen“ oder auch „wählen zwischen“) 
bezeichnet man allgemein die kognitive Leistungs-
fähigkeit des Menschen. Da einzelne kognitive Fä-
higkeiten unterschiedlich stark ausgeprägt sein 
können und keine Einigkeit besteht, wie diese zu 
bestimmen und zu unterscheiden sind, gibt es kei-
ne allgemeingültige Definition der Intelligenz. Bei-
spiele für unterschiedliche Ausprägungen sind 
analytische, kreative, emotionale oder soziale Intel-
ligenz. Es gibt verschiedene Intelligenztheorien 
oder Intelligenzmodelle, die versuchen, die Ursa-
chen und Auswirkungen von Intelligenz zu be-
schreiben.

Für das Nachempfinden von Intelligenz in künst-
lichen Systemen wichtig: Es gibt intelligente Leis-
tungsfähigkeiten, die auf Spezialgebiete bezogen 
sind. Bei künstlicher Intelligenz sind dies beispiels-
weise Computer, die auf Schach spezialisiert sind. 
Dann spricht man von schwacher künstlicher Intel-
ligenz. Der Mensch hingegen zeichnet sich durch 
universelle Intelligenz aus, die bei menschenge-
machten Systemen als starke künstliche Intelligenz 
gekennzeichnet wird. Bei allen Ausprägungen gibt 
es ein jedoch Gefühl dafür, was als intelligent zu 
bezeichnen ist, und Forscher wollten dies gerne 
nachempfinden.

Dies ist die Triebfeder zur Entwicklung künstli-
cher Intelligenz. 1958 – neun Jahre nach Hebb’s 
Postulat – baute der amerikanische Psychologe 
Frank Rosenblatt (1928-1971) das Perceptron, ein 
einfaches künstliches neuronales Netzwerk [ro-
se1958]. Es war lernfähig – der entscheidende Un-
terschied zu dem McCuloch-Pitts-Modell – und 
fehlertolerant, konnte Muster klassifizieren und 
„Erfahrungen“ verallgemeinern, also generalisie-
ren. All das waren Eigenschaften, die man zuvor 
nur dem Gehirn zuschrieb. 

Das Mark 1-Perceptron bestand aus einem Raster 
mit 400 Photozellen, die mit 512 neuronensimulie-
renden Schaltkreisen verbunden waren (Abbildung 
2). Eine Hebb-ähnliche Lernregel veränderte die 
Verbindungen (synaptischen Gewichte) zwischen 
ihnen, und die „Netzhaut“ lernte, Buchstaben zu 



erkennen. Es war noch Mechanik angesagt bei dem 
Mark 1-Perceptron: Per Hand wurden die Vorein-
stellungen vorgenommen, und Elektromotoren ver-
stellten die Potentiometer, die als synaptische 
Gewichte den simulierten Neuronen vorgeschaltet 
waren. Diese Neuronen selbst waren eine Kombi-
nation aus elektronischem Verstärker, der die Ein-
gabespannungen aufsummierte, und einer 
Logikschaltung, die nach einer Schwellwertfunkti-
on ein Ausgangssignal erzeugte.

Das Perceptron führte zu einem frühen KI-Hype: 
Auf einer Pressekonferenz der US-Marine von 
1958 gab Rosenblatt Erklärungen über das Percep-
tron ab, das eine hitzige Kontroverse unter der jun-
gen KI-Gemeinschaft hervorrief. Die „New York 
Times“ griff die Erläuterungen mit den Worten auf, 
dass das Perceptron „der Embryo eines elektroni-
schen Computers ist, von dem man [die Marine] 
erwartet, dass er in der Lage ist, zu gehen, zu spre-
chen, zu sehen, zu schreiben, sich selbst zu repro-
duzieren und sich seiner Existenz bewusst zu 
sein“.

Die aufkommende Leistungsfähigkeit digitaler 
Computer führte dann auch zu einer KI-Entwick-
lung, die man als „symbolische KI“ beschreibt. 
Symbolische KI einerseits und neuronale oder auch 
konnenktionistisch genannte KI andererseits versu-
chen, sich dem Phänomen Intelligenz von zwei ver-
schiedenen Sichtweisen aus anzunähern. Während 
die neuronale KI Basisstrukturen für Intelligenz-Er-
scheinungen erschafft – kurz gesagt das Gehirn 
nachbildet, also von den kleinsten Einheiten her 
höhere Leistungen erbringt (bottom up), verfolgt 
symbolische KI einen top down-Ansatz. Sie nähert 
sich der Intelligenz von begrifflicher Seite. Symbole 
sind dabei Objekte, die den Zugriff auf Bedeutun-
gen ermöglichen. Dadurch können dann Schlüsse 
gezogen und Probleme gelöst werden. Hirnstruktu-
ren spielen also bei der symbolischen KI keine Rol-
le; es kommt allein auf das Ergebnis an.

Typische Verfahren symbolischer KI sind reprä-
sentiert in Expertensystemen (Abbildung 3). Sie 
nutzen beispielsweise fallbasiertes Schließen (CBR 
für case based reasoning). Dabei werden Objekte in 
Datenbanken abgelegt, mit Attributen gekenn-
zeichnet, miteinander in Beziehung gesetzt. Regel-
werke, die auch Ähnlichkeiten berücksichtigen 
können, erlauben, von bekannten Situationen (case 
based) auf neue zu schließen. Case-Based Reaso-
ning hat sich besonders in Anwendungssystemen 
für den Kundendienst, so genannten Help-Desk-
Systemen, bewährt.

All diese Wege, eine künstliche Intelligenz aufzu-
bauen, hatten ihre Hoch-Zeiten, aber ebenso Eiszei-
ten – oder liefen ins Leere. Der entscheidende 
Grund dafür: Die Hardware war noch bei Weitem 
nicht so leistungsfähig, dass sich damit eine Kom-
plexität nachbilden ließ, wie sie hinter dem steckt, 
das wir als Intelligenz bezeichnen. Dazu hatte be-
reits 1950 der geniale Mathematiker und Informa-
tiker Alan Turing (1912-1954) eine Idee 
entwickelt. Grundlegend war sein Werk „Compu-
ting Machinery and Intelligence“; darin schlug er 
einen Test vor, anhand dessen man die Gleichwer-
tigkeit des Denkvermögens einer Maschine vergli-
chen mit dem eines Menschen feststellen könnte 
[turi1950]. Er nannte den Test, der heute nach ihm 
benannt ist, „The Imitation Game“ – 2014 der Titel 
eines Kinofilms über Turing.

Der Turing-Test ist auch heute noch oft im Ge-
spräch. Sein Prinzip ist einfach: Ein Mensch unter-
hält sich ohne Sichtkontakt mit zwei unbekannten 
Gesprächspartnern. Einer davon ist eine Maschine. 
Kann der Fragen stellende Mensch nicht herausfin-
den, welcher Gesprächspartner die Maschine ist, 
gilt diese als intelligent, also als mit einem dem 
Menschen ebenbürtigen Denkvermögen ausgestat-

tet.

Bei den Bemühungen, eine KI 
zu schaffen, hat sich letztlich der 
Ansatz über künstliche neurona-
le Netze durchgesetzt. Symboli-
sche KI mit Datenbanken und 
Expertensystemen blieb für Ni-
schen vorbehalten. KNN erleb-
ten ihre Wiedergeburt Ende der 
1970er, Anfang der 1980er Jah-
re. Zum einen hatte sich heraus-
gestellt, dass die von einigen 
Wissenschaftlern beschriebenen 
Einschränkungen nur für speziel-
le, sehr einfache Netzwerke 



ohne „verdeckte Schicht“ gelten; zum anderen er-
möglichte die Geschwindigkeitssteigerung konven-
tioneller Computer, immer bessere Simulationen 
von künstlichen neuronalen Netzen zu konstruie-
ren und zu prüfen. Besonders erfolgreich waren 
mehrschichtige Netze mit einer oder mehreren ver-
deckte Schichten von künstlichen Neuronen. Der 
Informationsfluss darin ist gerichtet, fließt von ei-
ner Seite zur anderen. Daher nennt man diese Net-
ze auch Feedforward-Netze. Dabei sind alle 
Neuronen einer Schicht mit allen Neuronen der 
nächsten Schicht verbunden. 

Dann entwickelte man noch die Backpropagati-
on-Methodik: Den KNN wurde beibracht, Fehler 
beim Training durch alle Schichten des Netzwerkes 
rückzurechnen und zu verringern [6]. Dazu muss 
ein externer Lehrer existieren, der zu jedem Zeit-
punkt der Eingabe die gewünschte Ausgabe, den 
Zielwert, kennt. Damit stand ersten Anwendungen 
der künstlichen neuronalen Netze nichts mehr im 
Wege. 

Diese ersten Anwendungen änderten jedoch 
nichts daran, dass die Entwicklung von KNN wieder 
einmal ins Stocken geriet. Schuld daran war nicht 
die Theorie, sondern die mangelnde Leistungsfä-
higkeit der Computer. In der zweiten Hälfte der 
1990er Jahre hörte man praktisch nichts mehr von 
künstlichen neuronalen Netzen.

Heute haben die wirtschaftlich wohl größte Be-
deutung nach wie vor strukturell relativ einfache 
künstliche neuronale Netze, Weiterentwicklungen 
der Backpropagation-Netze. Sie heißen Deep Neu-
ral Nets und geben dem mit ihnen möglichen Lern-
verfahren den Namen „deep learning“. Das „tief“ 
bezieht sich dabei einfach auf die Anzahl von Zwi-
schenschichten von Neuronen, die zwischen Ein-
gangsund Ausgangsschicht eines Backpropagation-
Netzes liegen. Früher war eine Simulation solcher 
Netze kaum vorstellbar.

Auch mit leistungsfähiger Hardware galt und gilt 
es jedoch, für KI zahlreiche Probleme zu lösen. Wie 
kommt es beispielsweise, dass der Mensch so effi-
zient lernen kann? Die long short-term memory 
(LSTM)-Neuronetze zeigen einen Lösungsweg auf. 
Sie erweitern die Lernleistung der künstlichen 
Konstrukte auf Anwendungen, die mit dem Verlauf 
der Zeit zu tun haben. LSTM-Netze gehören zu re-
kurrenten neuronalen Netzen (RNN). Sie zeichnen 
sich durch Verbindungen von Neuronen einer 
Schicht zu Neuronen derselben oder einer vorange-
gangenen Schicht aus.

Der Aufbau und die Funktion eines LSTM – von 
dem es etliche Architekturvarianten gibt – ist bei 
weitem nicht mehr so übersichtlich wie ein künst-
liches Neuron, dass im Wesentlichen über eine 

Aufsummierungs- und eine Schwellwertfunktion 
verfügt. Daher sagt man, LSTM sind aus Modulen 
aufgebaut (Abbildung 4). Ein LSTM zeichnet sich 
insbesondere dadurch aus, dass auch über viele 
Schichten hinweg ein Fehler zurückgekoppelt wer-
den kann.

Ein LSTM-Modul beinhaltet als zentralen Kern, 
etwas, das man „innere Zelle“ bezeichnet (s. Abb). 
Sie wird gezielt mit Informationen gefüttert. Dafür 
sorgen drei Gates („Tore“): Das Input Gate steuert 
das Ausmaß, mit dem ein neuer Wert in die Zelle 
fließt; das Forget Gate steuert das Ausmaß, mit dem 
ein Wert in der Zelle verbleibt bzw. vergessen wird, 
und schließlich steuert das Output Gate das Aus-
maß, mit dem der Wert in der Zelle zur Berechnung 
für das nächste Modul der Kette verwendet wird. 
Diese Netzelemente werden mit sigmoiden neuro-
nalen Funktionen und diversen Vektor- und Matri-
xoperationen verbunden und ineinander überführt.

Bei LSTM-Einheiten verbleibt ein Fehler jedoch 
im Speicher der Einheit, wenn Fehlerwerte vom 
Ausgang zurück übertragen werden. Dieses „Feh-
lerkarussell“ führt kontinuierlich einen Fehler zu 
jedem der Gatter zurück, bis sie lernen, diesen 
Wert loszuwerden – durch richtige Ergebnisse. Da-
her ist diese Backpropagation wirkungsvoll beim 
Trainieren einer LSTM-Einheit, um sich Werte für 
lange Zeiträume zu merken.

Die „Tore“ können über eine „Peephole“-Funkti-
on in die innere Zelle blicken und somit auch Infor-
mationen aus dieser Zelle verarbeiten, ein 
Rückkopplungsmechanismus. Er erlaubt das Lernen 
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von Informationen, die über einen bestimmten 
Zeitraum eintreffen.

Das LSTM vereint also sowohl Eigenschaften von 
Backpropagation-Netzen wie von rekurrenten neu-
ronalen Netzen (RNN (s.o.). LSTM-Netze werden 
insbesondere in der Spracherkennung für die Klas-
sifikation von Phonemen (Laute gleicher Bedeu-
tung, z. B. gerolltes und nicht gerolltes „R“) 
eingesetzt.

Ein LSTM lässt sich auch mit reinforcement lear-
ning kombinieren und trainieren; man nimmt dazu 
beispielsweise Evolutionsstrategien oder geneti-
sche Algorithmen.

Die LSTM-Neuronetze greifen den Faktor „Zeit“ 
auf. Sie sind heutzutage unverzichtbar; in der 
Spracherkennung, bei den intelligenten Assisten-
ten kommen sie zum Einsatz.

Hier kommt jetzt ChatGPT ins Spiel: Diese KI ist 
so leistungsfähig, dass sie uns glauben macht, wir 
sprächen mit einem anderen Menschen. Die davon 
ausgehende Faszination sowie einfache Nutzbar-
keit ist offenbar so groß, dass die Verbreitung von 
ChatGPT alles geschlagen hat, was sich bislang 
schnell verbreitet hat. ChatGPT hat gerade mal 
zwei Monate benötigt, um 100 Millionen Nutzer 
zu haben; verglichen damit haben TikTok neun, 

Instagram 30 und Spotify 41 Monate gebraucht. 
Was steckt nun hinter ChatGPT?

Ein neues, „trendiges“ Neuronetz, das dies leis-
tet, kommt von Google: der Transformer. Die von 
Google-Forschern im Jahr 2017 entwickelte Trans-
former-Netzwerkarchitektur war ursprünglich als 
Mittel zur Verbesserung der maschinellen Überset-
zung gedacht, hat sich jedoch zu einem Eckpfeiler 
des maschinellen Lernens entwickelt, um einige 
der beliebtesten vorgefertigten Sprachmodelle auf 
dem neuesten Stand der Technik zu erstellen. 

Im Gespräch mit einer Fachzeitschrift erklärte 
Google-KI-Chef Jeff Dean und im Januar 2020 
Transformer-basierte Sprachmodelle zu einem 
wichtigen Trend, der sich fortsetzen werde [7]. 
Google selbst berichtetete schon 2017, dass der 
Transformer bis dahin als leistungsfähig geltende 
Neuronetze in Bezug auf die Benchmarks für die 
Übersetzung von akademischem Englisch nach 
Deutsch und Englisch nach Französisch übertrifft. 
Neben einer höheren Übersetzungsqualität erfor-
dert der Transformer weniger Rechenaufwand für 
das Training und eignet sich viel besser für moder-
ne Hardware für maschinelles Lernen, wodurch das 
Training um eine Größenordnung beschleunigt 
wird. [8]

Ein Grund dafür: Die sequentielle Natur von 
RNNs macht es schwieriger, moderne, schnelle, 
spezialisierte Computerchips wie Grafikprozesso-



ren oder ähnliche, speziell für künstliche Neuro-
netze entworfene TPUs (Tensor Processing Units) 
vollständig zu nutzen. Diese zeichnen sich nämlich 
durch parallele und nicht sequentielle Verarbei-
tung aus. 

Im Gegensatz dazu führt ein Transformer-Neuro-
netz nur eine kleine, konstante Anzahl von Schrit-
ten aus, die empirisch ausgewählt werden. 

Die Grundidee hinter den Transformer-Modellen 
ist einfach: Es gilt, zu einem gegebenen Text im-
mer das nächste passende Wort zu finden. Dieser 
Prozess wird mehrfach wiederholt, bis genug Text 
erzeugt wurde. Der Name „Transformer“ stammt 
von dieser Methode, mit der ein Computer eine 
Folge von Zeichen in eine andere Folge von Zei-
chen übersetzen kann.

Im Kern beruht ein Transformer auf einem Verar-
beitungsschritt, der als Aufmerksamkeitsmechanis-
mus (engl.: attention) bezeichnet wird und der vom 
Algorithmus wie gesagt mehrfach wiederholt wird. 
Der Name des Verfahrens leitet sich davon ab, dass 
zu jedem Wort die Aufmerksamkeit des Sprachmo-
dells auf bestimmte andere Ausdrücke im Text ge-
lenkt wird, die für die Interpretation jenes Wortes 
besonders wichtig sind. Bei dem Wort „König“ etwa 
käme viel Aufmerksamkeit auf im Text benachbarte 
Ausdrücke wie „Springer“, „Läufer“, „Thron“ oder 
„Schloss“ , da sie Hinweise auf die korrekte Deu-
tung des Wortes „König“ geben können. [9] 

In jedem Schritt wird ein Aufmerksamkeitsme-
chanismus angewendet, der die Beziehungen zwi-
schen allen Wörtern in einem Satz unabhängig von 
ihrer jeweiligen Position direkt analysiert. Das ma-
chen im Grunde auch RNNs, aber Transformer-Net-
ze können dies in einem Schritt, sehr effizient, 
ohne sequenzielle Verarbeitung. In dem englisch-
sprachigen Beispiel “I arrived at the bank after cros-
sing the river” kann der Transformer lernen, sich 
sofort um das Wort „bank“ zu kümmern. Er findet 
heraus, dass sich das Wort „bank“ auf das Ufer ei-
nes Flusses und nicht auf ein Finanzinstitut be-
zieht; dabei trifft er diese Entscheidung in einem 
einzigen Schritt. 

Das Modell arbeitet nach dem Prinzip des bestär-
kenden Lernens. Dabei entwickelt das Programm in 
mehreren Stufen selbstständig eine Strategie, die 
mit „Belohnungen“ gesteuert wird. Das kann positi-
ves oder negatives Feedback sein, das in den ersten 
Stufen von Menschen überwacht und gegeben 
wurde. Die Struktur von Transformern ist ziemlich 
komplex (Abbildung 5). Er hat je einen Satz mitein-
ander verketteter Encoder Decoder. Jeder Codierer 
verarbeitet seine Eingabevektoren, um Codierun-
gen zu erzeugen, die Informationen über die Teile 
der Eingaben enthalten, die füreinander relevant 
sind. Es übergibt die so gewonnenen Codierungen 
als Eingänge an den nächsten Codierer. Jeder Deco-

dierer macht das Gegenteil: Er verwendet die in 
den Codierungen eingebauten Kontextinformatio-
nen, um eine Ausgabesequenz zu erzeugen. Dafür 
verfügt jeder Codierer und Decodierer über einen 
Aufmerksamkeitsmechanismus, der für jeden Ein-
gang die Relevanz jedes Eingangs abwägt. Wenn ein 
Satz an ein Transformer-Modell übergeben wird, 
werden die Aufmerksamkeitsgewichte zwischen je-
dem Satzmerkmal gleichzeitig berechnet. Das 
Transformer-Modell berechnet im Detail für jede 
Aufmerksamkeitseinheit drei Gewichtsmatrizen 
(Abfragegewichte, Schlüsselgewichte und Wertge-
wichte). Sowohl die Codierer als auch die Decodie-
rer verfügen über ein finales neuronales Feed-
Forward-Netz für die zusätzliche Verarbeitung der 
Ausgangssignale und enthalten Bestandteile weite-
rer Neuronetz-Modelle.

Im Jahre 2018 wurde dann von OpenAI der Ge-
nerative Pretrained Transformer (GPT) als eine Ab-



wandlung des Transformers mit einem vereinfach-
ten Aufbau veröffentlicht [10]. OpenAI ist ein ame-
rikanisches Forschungslabor für künstliche 
Intelligenz (KI) , das aus der gemeinnützigen Ope-
nAI Incorporated ( OpenAI Inc. ) und ihrer gewinn-
orientierten Tochtergesellschaft OpenAI Limited 
Partnership ( OpenAI LP ) besteht. OpenAI betreibt 
KI-Forschung mit der erklärten Absicht, eine 
freundliche KI zu fördern und zu entwickeln . Die 
Organisation wurde 2015 in San Francisco von Sam 
Altman (OpenAI-CEO, ehemaliger Präsident des 
Startup-Beschleunigers Y Combinator), Reid Hoff-
man (Mitbegründer von LinkedIn), Jessica Living-
ston (Gründungspartnerin von Y Combinator), Elon 
Musk (Tesla- und SpaceX-Gründer), Ilya Sutskever 
(CTO, ehemaliger Google-Experte für maschinelles 
Lernen), Peter Thiel (PayPal-Mitbegründer) und an-
deren gegründet, die gemeinsam 1 Milliarde US-
Dollar zugesagt hatten. Musk trat 2018 aus dem 
Vorstand zurück, blieb aber Spender. Microsoft hat 
OpenAI LP 2019 1 Milliarde US-Dollar und im Ja-
nuar 2023 eine zweite mehrjährige Investition in 
Höhe von 10 Milliarden US-Dollar zur Verfügung 
gestellt.

Bedeutsam für die Funktion von GPT ist, dass 
das Sprachmodell nicht mehr für eine spezielle 
Aufgabe wie Übersetzung oder Klassifikation von 
Texten trainiert ist, für die häufig nur begrenzte 
Mengen an Beispieldaten zur Verfügung stehen. 
Stattdessen wurde das GPT-Modell auf sehr gro-
ßen Datensätzen generischer Texte vortrainiert, 
um statistische Eigenschaften von Sprache als sol-
cher unabhängig von der konkreten Aufgabenstel-
lung zu lernen. Um dies zu verdeutlichen: Die 
Folgeversion GPT-2, die bereits 2019 erschien, 
enthielt 1,5 Milliarden Parameter, d. h. trainierte 
Gewichte der künstlichen Neuronen, die letztlich 
den Lerninhalt widerspiegeln; es wurde mit 40 GB 
Text trainiert. GPT-3 enthält bereits mehr als das 

Hundertfache davon, nämlich 175 Milliarden Para-
meter. Es wurde mit bereits 570 GB Klartext sowie 
0,4 Billionen Token – wie gesagt kleinen Texttei-
len – trainiert. Im Einzelnen erfordert die Berech-
nung der Parameter eine sehr große Zahl von 
Rechenschritten; Abbildung 6 mag davon einen 
Eindruck vermitteln. 

Die Selbstoptimierungsfähigkeit von GPT-3 hatte 
allerdings noch den Nachteil, viel unerwünschten, 
falsch gewichteten oder schlicht falschen Text zu 
erzeugen, sprich zu diskriminieren, beleidigen etc. 
In einem Fachartikel der OpenAI-Entwickler gibt es 
ein lustiges Beispiel: Auf die Frage, warum man 
nach dem Meditieren Socken essen solle, antwor-
tet das Sprachmodell ungerührt, dass man in den 
Socken die Essenz der Erleuchtung schmecke und 
dass stinkende Füße das wahre Aroma eines wa-
chen Geistes seien. [11] 

Für ChatGPT führte OpenAI daher noch einen 
Schritt ein, der ausgegebene Informationen in die 
richtige Richtung lenken soll. Eine Gruppe von 
rund 40 Mitarbeitern stellte über zehntausend Bei-
spiele dafür zusammen, wie GPT bestimmte Aufga-
ben angehen sollte. Diese Beispiele galt es auch 
noch zu verallgemeinern. Dazu musste das Sprach-
modell in die Lage versetzt werden, seine eigenen 
Ausgaben zu bewerten. Man konstruierte dazu ein 
eigenes Bewertungsmodell, das mit Aufsicht der 
Mitarbeiter trainiert wurde. Die dann verwendete 
Methode ist Reinforcement Learning (siehe Kasten 
oben). Auf GPT angewendet entspricht jede einzel-
ne Entscheidung der Erzeugung eines neuen Wor-
tes. Die Belohnung, die den Lernprozess steuert, 
ist die Qualitätsbeurteilung, welche sich das 
Sprachmodell nach der Erledigung einer Aufgabe 
selbst ausstellt. Wurde bei früheren Modellen nur 
darauf geachtet, das jeweils nächste Wort richtig 



vorherzusagen, lernt mit Reinforcement Learning 
hingegen lernt das ChatGPT-Modell, dieses Wort so 
zu wählen, dass die Qualität der gesamten Antwort 
am Ende möglichst hoch ist. 

Es kann natürlich immer noch Unsinn liefern – 
was sehr viele Nutzer bestätigen. Aber die Entwick-
lung geht mit Riesenschritten weiter. Kurz nach-
dem CLB-Autor Volker Wiskamp den in dieser 
Ausgabe gedruckten Artikel über ChatGPT einge-
reicht hatte, wurde von OpenAI das Modell GPT-4 
am 14. März 2023 veröffentlicht. Erfreulicherwei-
se konnte Volker Wiskamp gleich einen fortge-
schrittenen Test damit durchführen, mit 
bemerkenswerten Ergebnissen (siehe auch diese 
Ausgabe). 

GPT-4 ist kein reines Sprachmodell mehr, son-
dern kann neben Texteingaben auch mit Bildern 
umgehen. Damit liegt eine multimodale Fähigkeit 
vor, wie sie übrigens in Deutschland mit einem ei-
genen Modell die Heidelberger Firma Aleph Alpha 
von Jonas Andrulis mit dem Produkt „Luminous“ 
anbietet. [12] OpenAI produzierte zwei Versionen 
von GPT-4 mit Kontextfenstern von 8192 und 
32 768 Token, eine deutliche Verbesserung gegen-
über GPT-3.5 – das ChatGPT zugrunde liegt – und 
GPT-3, die auf 4096 bzw. 2049 Token beschränkt 
waren. Kurz gesagt: GPT-4 lässt sich von vorn her-

ein mit einer Eingabe bis zu rund 25 000 Zeichen 
füttern.

Laut OpenAI soll das Modell kreative und techni-
sche Schreibaufgaben ausführen können, Songexte 
komponieren, Drehbücher schreiben oder auch 
den Stil seiner Nutzer imitieren können. Allerdings 
ist die Fähigkeit zum Erzeugen gewalthaltiger oder 
sonstwie schädlicher Inhalte offenbar nicht ge-
bannt – aber mit einer deutlich geringeren Wahr-
scheinlichkeit als seine Vorgängermodelle, nach 
internen Tests um 82 Prozent reduziert als bei 
GPT-3.5, das Modell hinter ChatGPT. Zudem soll 
GPT-4 in Tests, die in den USA für die Aufnahme in 
Universitäten gestellt werden, erheblich besser ab-
schneiden als ChatGPT (Abbildung 7)[14]. 

Für den SAT-Test Mathematik steigerte das neue 
Modell sein Positiv-Ergebnis von 70 auf 89 Pro-
zent. Im AP-Test für Chemie verbesserte es sich 
von der Note 2 auf die Note 4 (Notenskala 1 = 
keine Empfehlung, 5 = sehr gut qualifiziert). Der 
SAT (Scholastic Assessment Test) ist ein US-ameri-
kanischer standardisierter Test, der hauptsächlich 
von Studienplatzbewerbern an amerikanischen 
Universitäten gefordert wird (Studierfähigkeits-
test). Das Advanced Placement Program (abgekürzt 
als AP) ist ein pädagogisches Programm in den USA 
und Kanada, welches Kurse auf College-Niveau an 
US-amerikanischen und kanadischen Highschools 
anbietet.



Kurze Zeit nach der OpenAI-Veröffentlichung 
über die Leistungen von GPT-4 gaben Mikrosoft-
Forscher ein Paper heraus, das noch über erheb-
lich darüber hinausgehende Fähigkeiten berichtet. 
[15] Einige Punkte:
• GPT-4 hat wohl trotz seines rein textbasierten 

Trainings eine Art visuelles Vorstellungsvermögen 
entwickelt. Das ist etwas anderes als bei der eben-
falls von OpenAI verfügbaren KI-Plattform Dall-E 
zur Generierung von Bildern: GPT-4 ist eben nur 
mit Text, nicht mit Bilder trainiert worden.

• GPT-4 soll auch ein rudimentäres Verständnis für 
Musik entwickelt haben.

• Das Sprachmodell soll in der Lage sein, mathema-
tische Probleme zu lösen – wobei diese sich nicht 
auf Rechenaufgaben, sondern auf mathematische 
Beweise auf Hochschulniveau beziehen. Generell 
zeige GPT-4, dass es abstrakte, komplexe Proble-
me inhaltlich verstehen und häufig sinnvolle Lö-
sungsansätze wählen kann. Ein Beispiel dafür 
bezieht sich auf das Fermi-Problem, auf den Um-
gang mit ungenauen Daten. Der italienische Kern-
phyiker und Nobelpreisträger Enrico Fermi (1901-
1954), der an der Entwicklung der Atombombe in 
den USA beteiligt war, stellte dazu seinen Studen-
ten eine klassische Aufgabe dieses Typs. Es ist die 
Frage nach der Anzahl der Klavierstimmer in Chi-
cago. GPT-4 löst solche Aufgaben auf sinnvolle 
Weise, indem es beispielsweise abschätzt, wie vie-
le Haushalte es in Chicago gibt, wie viele davon 
ein Klavier besitzen, wie häufig diese gestimmt 
werden müssen und so weiter.

• GPT-4 hingegen hat die Fähigkeit erworben, exter-
ne Werkzeuge oder Module einzusetzen. Das 
Sprachmodell kann nun zum Beispiel selbststän-
dig neue Inhalte aus dem Internet suchen und so 
Anfragen mit aktuellen Daten beantworten.

• Das Modell sein Weltwissen generalisieren und 
zur Navigation in einer Umgebung einsetzen 
kann. Es kann ein Gebäude erkunden (nach 
Spracheingabe) und es dann auch zeichnen. Dies 
unterstreicht die bemerkenswerte Fähigkeit von 
GPT-4, sowohl räumliche Informationen aus Tex-
ten zu extrahieren als auch diese Informationen in 
eine visuelle Darstellung umzuwandeln, obwohl 
das Modell ausschließlich auf Texten trainiert 
wurde.

• Die Microsoft-Forscher kommen auch zu dem 
Schluss, dass GPT-4 in der Lage ist, das Denken 
und Fühlen von Menschen in einer gegebenen Si-
tuation einzuschätzen. Dabei kann das Modell 
präzise zwischen den Standpunkten unterschiedli-
cher Personen differenzieren, die dieselbe Situati-
on aus verschiedenen Perspektiven erleben.

Ein Kommentator zu diesem Artikel – Helmut 
Linde, Head of Digital R&D, Covestro – folgert: 
„Nach der Lektüre der zahlreichen Fallbeispiele 
fällt es schwer, die Position aufrechtzuerhalten, 

dass die Entwicklung einer AGI ((Artificial General 
Intelligence)) noch viele Jahrzehnte entfernt liegen 
oder sogar technisch grundsätzlich unmöglich sein 
könne.“[16]

Linde sieht auch Entwicklungspotenzial: „Eine 
der größten Limitationen von GPT-4, wie die Auto-
ren betonen, besteht darin, dass das Modell seine 
Ausgaben stets Wort für Wort erzeugt. Die Lösung 
einer Aufgabe muss daher in gewissem Sinne im-
mer in Vorwärtsrichtung erfolgen, wobei das Ende 
einer Ausgabe zumindest abstrakt schon am An-
fang vorgedacht sein muss. Im Gegensatz dazu 
können Menschen in einer Art innerem Dialog 
ihre Antwort gedanklich zu Ende bringen und, 
wenn sie auf einen Widerspruch stoßen, zurück an 
den Anfang gehen und ihren Gedankenfluss anpas-
sen. Eine mögliche Verbesserung für die Zukunft 
könnte also darin bestehen, das Modell um eine 
innere Feedback-Schleife zu erweitern, so dass es 
nicht nur linear eine Antwort erzeugen, sondern 
seinen eigenen Denkprozess überwachen, beurtei-
len und lenken kann.“ Zudem könnten mehrere 
Modelle auf unterschiedlichen Abstraktionsebe-
nen arbeiten und sich gegenseitig beeinflussen. 

Die Microsoft-Forscher betonen noch etwas Be-
merkenswertes: Sie räumen ein, dass niemand 
wirklich versteht, warum diese Modelle so gut 
funktionieren. Viele Fähigkeiten seien emergente 
Eigenschaften, die während des Trainings der Mo-
delle entstünden, sich aber bisher nicht direkt auf 
die Architektur der Modelle zurückführen ließen.

Die Entwicklung der KI verläuft rasant. Teilweise 
– und wirtschaftlich erfolgreich – nutzt man ähn-
lich wie bei der Chipentwicklung nach dem Moore-
schen Gesetz Skalierungsmechanismen; das zeigt ja 
die bisherige Transformer-Entwicklung. Teilweise – 
eher noch in der Forschung – entwickelt man aber 
auch völlig neue Strukturen. 

Die Skalierung betrifft hauptsächlich den Auf-
wand zur Erstellung eines Sprachmodells, mit Blick 
sowohl auf die Hard- wie auch auf die Software. Da-
bei gibt es ganz neu jetzt auch Tendenzen einer 
Skalierung nach unten: GPT-artige Sprachmodelle 
sollen auch auf kleineren Rechenumgebungen lau-
fen. Skaliert wird hier also in der Breite, hin auf vie-
le Anwender.

Drei Wochen vor dem Launch von GPT-4 durch 
OpenAI hat Facebooks Mutterkonzern Meta ein ei-
genes großes Sprachmodell (LLM) präsentiert: das 
mit offenen Daten vortrainierte LLaMA (Large Lan-
guage Model Meta AI). Von Chat-GPT nehmen Ex-
perten an, dass man es erst mit erheblichem 
Hardware-Aufwand zum Laufen bringen kann: Min-
destens fünf Nvidia-A100-Server-Grafikprozessoren 



mit jeweils 80 GB RAM seien nö-
tig, zusammen für über 83 000 
Euro zu erwerben. Der A100-
Chip  von Nvidia hat 54 Milliar-
den Transistoren, ist in 7 nm-
Strukturgröße ausgeführt. Zu-
dem sind die großen OpenAI-Pro-
dukte – GPT-3 und GPT-4 – gar 
nicht „open“, sondern Kästen, 
von denen man nicht weiß, was 
drin ist, Blackboxes eben. 

LLaMA ist ein mit GPT ver-
gleichbares Sprachmodell, nur 
deutlich offener. Anders als Ope-
nAI sagt Meta zum Beispiel ganz 
genau, mit welchen Daten sie 
das Modell trainiert haben. Den 
größten Teil, nämlich 67 %, machen fünf englische 
Speicherinhalte (Dumps) von Internet-Saugern 
(Crawler) aus, die jeweils den Inhalt von drei Milli-
arden Websites beinhalten! 4,5 Prozent der Lama-
Trainingsdaten sind Code von GitHub, weitere 4,5 
Prozent Wikipedia-Dumps in unterschiedlichen 
Sprachen, 4,5 Prozent Bücher von Project Guten-
berg und Book3 – und noch weitere Quellen, ins-
gesamt 4,7 Terabyte reiner Text. In der 
Ausdrucksweise der Sprachmodelle: LlaMA hatte 
ein Training mit 1,4 Billionen Token (ein kleinerer 
Ableger mit immer noch 1 Billion Token). [17]

All das kostet. Meta sagt erfreulicherweise ganz 
genau, wie viel Energie das Training von Lama ge-
kostet hat. Laut Facebook haben 2048 dieser schon 
erwähnten 80-Gigabyte-A100-Karten fünf Monate 
lang geackert. Das hat 2638 Megawattstunden 
Energie gekostet und 1015 Tonnen CO2 ausgesto-
ßen. Kostenmäßig rechnet man so ungefähr einen 
US-Dollar für eine A100-Stunde in der Cloud und 
das ergibt 7,3 Millionen US-Dollar. [18] Eigentlich 
wollte Meta den Zugriff auf das Sprachmodell und 
die Trainingsdaten regeln – zwar als kostenlose 
Testmöglichkeit, aber für ausgesuchte Nutzer. 

Alles landete aber irgendwann im Netz, ist jetzt 
frei verfügbar. Stanford-Forscher haben damit 
noch ein genauere Abstimmung betrieben und das 
Alpaca-Modell erzeugt. Kann LlaMA nur Sätze ver-
vollständigen, reagiert Alpaca wie von den GPT-
Modellen gewohnt auf Fragen. Alpaca ist zur Zeit 
auch frei verfügbar, in einer rechtlichen Grauzone. 
Weder Meta noch OpenAI, mit deren Daten und 
Modellen die Feinabstimmung lief, haben auf das 
Modell auf Stanford bislang reagiert. Der Heise-Au-
tor Jan-Keno Janssen rät davon ab, Alpaca kommer-
ziell zu verwenden, erwartet aber im Grunde bald 
frei verfügbare Sprachmodelle für jeden. [18] Das 
Ganze funktioniert jedoch auf einer normalen 
Rechnerausstattung, egal ob Windows, Mac oder 
Linux verwendet wird – mit Abstrichen sogar auf 
dem Raspberry Pi, ein bekannter Einplatinen-Klein-
computer für unter 100 Euro. [19]

Am anderen Ende der Entwicklung stehen weite-
re neue Netzstrukturen. ChatGPT kann seinen An-
wendern ja schon vermitteln, er versteht seine 
Sachen – nur stimmt das nicht. ChatGPT ist ver-
ständlich, hat aber kein Verständnis. Dieses 
Sprachmodell arbeitet statistisch und hat selbst 
eben keinerlei Verständnis dafür, was es produziert 
– von der Frage eines Bewusstseins völlig abgese-
hen. Gerade letztgenanntes ist jedoch auch ein 
starker Antrieb, Forschungen in KI zu intensivie-
ren. Wird es doch einmal möglich sein, eine Struk-
tur mit einem künstlichen Bewusstsein zu 
erzeugen?

Mittlerweile gibt es hochkomplexe Netze für 
schnelles Lernen. Gerade auch im Zusammenhang 
mit photonischen integrierten Chips – einer ganz 
neuen Richtung, extrem schnel-
le, datenverarbeitende Hardware 
zu entwickeln [3] – liest man bei-
spielsweise zunehmend von 
„Reservoir-Computing“ (RC). Bei 
RC handelt es sich um eine Netz-
werkstruktur, die aufwändiges 
Training vermeiden will – aber 
natürlich andere Hürden stellt. 
Als Kern verwendet Reservoir-
Computing rekurrente neuronale 
Netze (RNN). Wie schon gesagt 
zeichnen sie sich durch Verbin-
dungen von Neuronen einer 
Schicht zu Neuronen derselben 
oder einer vorangegangenen 
Schicht aus. Sie haben große Be-
deutung für selbstlernende Sys-
teme; der Lernprozess ist aber 
oftmals aufwändig. Im biologi-
schen Gehirn verfügen die Neu-
ronen üblicherweise auch über 
solche Rückkopplungen, insbe-
sondere im Neocortex des Men-
schen. 



Beim Reservoir-Computing sind ähnlich wie bei 
den GPT-Modellen RNNs im Spiel, die schon vor-
trainiert sind. Dieser RNN-Kern ist quasi „Black 
Box“ in dem Gesamtkonstrukt (Abbildung 8). Darin 
speist man Daten ein, die in der Black Box – deren 
Funktion man gar nicht kennt – prozessiert werden 
(da stehen den kontroll-affinen Datenschützern mal 
wieder die Haare zu Berge...). 

Diese Black Box, das Reservoir, ist ein rekurren-
tes Netz mit nichtlinearen Eigenschaften, anders 
als bei den GPT-Modellen mit zufällig und komplex 
verbundenen, rückgekoppelten neuronalen Kno-
ten, dessen Verbindungen nicht verändert werden. 
Es weist drei Charakteristika auf: Einmal hat es 
eine hohe Anzahl von Knoten, um hochdimensio-
nal arbeiten zu können. Zum anderen verfügt es 
über Nichtlinearitäten, um verschiedenste Aufga-
ben lösen zu können, und schließlich hat es noch 
eine Art Kurzzeitgedächtnis, das durch Rückkopp-
lungen zwischen den Neuronen realisiert wird. 
Zum Verständnis eines Satzes muss man ja bei-
spielsweise die Wortreihenfolge erschließen kön-
nen.

Wenn ein Eingangssignal in das Reservoir einge-
bracht wird, wird es auf einen höherdimensionalen 
Raum abgebildet, in der es linear trennbar werden 
kann (Abbildung 9). Der Vorteil von Reservoir Com-
puting ist, dass die Netzwerke keine Abstimmung 
benötigen: alle Verbindungen innerhalb des Reser-
voirs bleiben fest. Nur externe Verbindungen (zwi-
schen dem Reservoir und einer Ausgabeschicht) 
werden trainiert, um die gewünschte Aufgabe zu 
lösen. Mit anderen Worten, die Reservoirberech-
nung erfordert die Erzeugung komplexer nichtline-
arer Dynamik, aber das Lernen wird stark 
vereinfacht. Für eine effiziente Reservoirberech-
nung müssen mehrere Anforderungen erfüllt sein 
in Bezug auf die dynamischen Eigenschaften des 
Netzwerkes. Zunächst sollten verschiedene Einga-
ben unterschiedliche Dynamiken auslösen, wäh-
rend ähnliche Eingaben ähnliche Dynamiken 
aufweisen sollten, sodass eine effiziente Klassifizie-
rung ermöglicht wird. Zudem sollte der Zustand 
des Reservoirs nicht nur von den gegenwärtigen 
Eingaben, sondern auch von den Eingaben der 
jüngsten Vergangenheit abhängen. Dieses Kurzzeit-
gedächtnis (fading memory) ist wesentlich für die 
Verarbeitung zeitlicher Sequenzen, bei denen der 
Signalverlauf eine Rolle spielt.

Um zu einem benutzerdefinierten Verhalten zu 
gelangen, müssen Reservoir-Systeme nicht model-
liert oder programmiert werden. Man betreibt sie 
lediglich mit überwachten maschinellen Lernver-
fahren für einfache lineare Klassifikatoren. Dies ist 
nämlich der notwendige Schritt, um die Ausgabe 
aus der Black Box in ein gewünschtes Ergebnis zu 
verwandeln. Reservoir-Computing ist vorteilhaft in 
Systemen, deren Gesamtverhalten komplex ist, die 
jedoch schwierig zu modellieren oder einem theo-

retischen Verhalten nach anzupassen sind.
Tatsächlich könnte jedes nichtlineare dynami-

sche System möglicherweise zu einem Reservoir 
werden. Es muss ja lediglich die Fähigkeit haben, 
eine einfache Eingabe in eine höhere Dimension 
zu projizieren. Der Grund dafür ist, dass man, 
wenn das System nicht in Dimensionen projizie-
ren kann, die höher als die Eingabe sind, die Einga-
be genauso gut direkt in das Auslesenetzwerk 
einspeisen und ein besseres Ergebnis erzielen 
können.

Wissenschaftler nutzten sogar eine Population 
von E coli-Bakterien als Reservoir [20]. Die Bakteri-
en reagieren auf verschiedene chemische Stoffe 
und erzeugen durch den Kontakt mit diesen kom-
plexe zeitliche Muster. Dann wurden Proben von 
E. coli in ein Microarray gebracht, um die mRNA- 
und Proteinkonzentrationen zu messen, die den 
Zustand des Genregulationsnetzwerks darstellen. 
Zur Auswertung verwendete man ein einfaches 
neuronales Netz, ein Perceptron. Es lernte, chemi-
sche Reize und Bewegungsreaktionen in entspre-
chende Klassen einzuordnen. 

Numerische Simulationen, die dem obigen expe-
rimentellen Design entsprechen, bestätigten, dass 
ein so gestaltetes RC-System ein XOR-Problem lö-
sen kann. Später verwendete man gentechnisch 
veränderte Bakterienzellkulturen, um eine Vielzahl 
einfacher Klassifikatoren zu realisieren, die ver-
schiedene chemische Inputs trennen und zu ei-
nem komplexeren Klassifikator zusammengefasst 
werden. Dieses Design des maschinellen Lernens 
in der synthetischen Biologie kann auf einen Reser-
voircomputer erweitert werden.

Es gibt Hinweise darauf, dass das Prinzip des Re-
servoir-Computings auch im menschlichen Gehirn 
zum Einsatz kommt. Wenn wir lernen, ein neues 
Wort zu buchstabieren, wächst in unserem Gehirn 
keine neue Verbindung zwischen Neuronen und 
Synapsen. Stattdessen lernen wir, die Reihe der 
Gehirnaktivitäten auszulesen und dies als die Be-
deutung des Wortes zu interpretieren. Aus diesem 
Grund bleibt das Reservoir fest, während sich das 
Auslesenetzwerk ständig weiterentwickelt.

Noch eine bemerkenswerte Entwicklungsrich-
tung, die aber ebenfalls erst in der Forschung anzu-
siedeln ist: Reservoir Computing stellt eine 
Alternative zu Spike-Computing dar, mit der sehr 
komplexe Aufgaben mit verhältnismäßig geringem 
Aufwand gelöst werden können. Biologische Neu-
ronen kommunizieren über binäre Zustände, den 
Spikes, nicht über kontinuierliche Werte. Zudem 
arbeiten sie zeitabhängig, d. h. ihre Aktivität vari-
iert nicht nur mit der Intensität der Eingabe, son-
dern auch mit der zeitlichen Abfolge der Spikes. 
Dieses Prinzip nennt man „spike timing dependent 



plasticity“ (STDP), die entsprechenden Neuronet-
ze SNN für spiking neural nets. Dadurch, dass sol-
che Netze nur einzelne „Feuerimpulse“ freisetzen 
und nicht einem kontinuierlichen Systemtakt un-
terliegen, arbeiten sie sehr energieeffizient. Die 
Entwicklung solcher Biologie-nahen Computer 
läuft unter dem Begriff „neuromorphe Systeme“. 
Die CLB hat darüber beispielsweise in [2] und [3] 
berichtet.

Neuromorphe Spike-Verarbeitung und Reser-
voir-Ansätze unterscheiden sich grundlegend und 
haben komplementäre Vorteile [21]. Beide leiten 
ein breites Repertoire an Verhaltensweisen (oft als 
Komplexität bezeichnet) aus einer großen Anzahl 
physikalischer Freiheitsgrade (z. B. Intensitäten) 
ab, die durch Interaktionsparameter (Übertragun-
gen) gekoppelt sind. Beide bieten die Möglichkeit, 
aus diesem Repertoire mittels steuerbarer Parame-
ter ein bestimmtes, gewünschtes Verhalten auszu-
wählen.

In neuromorphen Systemen sind Netzwerkge-
wichte sowohl die Interaktions- als auch die steuer-
baren Parameter, während in Reservoircomputern 
diese beiden Parametergruppen getrennt sind. Die-
se Unterscheidung hat wesentliche Auswirkungen. 
Erstens müssen die Interaktionsparameter eines 
Reservoirs nicht beobachtbar oder gar von System 
zu System wiederholbar sein. Zudem benötigen sie 
keine nennenswerte Hardware, um den Zustand 
des Reservoirs zu steuern. Schließlich können Re-
servoircomputer nur durch beaufsichtigtes Trai- 
ning dazu gebracht werden, ein gewünschtes Ver-
halten hervorzurufen, während neuromorphe 
Computer a priori unter Verwendung eines be-
kannten Satzes von Gewichten programmiert wer-
den können. Der wesentliche Vorteil eines 
Reservoir-Computing-Systems mit Black Box (dem 
Reservoir) und einfachem Ausgabe-Netzwerk be-
steht in vereinfachtem Training. Reservoir Compu-
ting reduziert trainingsbedingte Herausfor-
derungen, indem die Dynamik des Reservoirs 
festgelegt und nur die lineare Ausgangsschicht trai-
niert wird. Das bedeutet natürlich auch, dass man 
den Aufwand für eine geeignete Funktion des Ge-
samtsystems vorher betreiben muss. 

Dieser Ausblick kann vielleicht anzeigen, wie 
vielfältig die Entwicklungsmöglichkeiten sind; wei-
tere Details gibt es zum Beispiel in [23]. Eins lässt 
sich mit Gewissheit sagen: ChatGPT war ein Weck-
ruf, der aufzeigt, wozu KI fähig sein kann. Mit dem 
Sprachmodell hat zudem eine umfangreiche Kom-
merzialisierung und Verbreitung von KI begonnen. 
Die Einsatzmöglichkeiten sind nahezu undenkbar. 
Dass auch die Ausbildung darauf reagieren muss, 
zeigen in dieser CLB die Artikel von Volker Wis-
kamp sowie mein Editorial. Weiterentwickelte KI-
Modelle werden kaum zu überschätzen sein.  �
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